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1  Einleitung

Um die Folgen des Klimawandels abzuschätzen 
und alternative Szenarien zu vergleichen, werden in 
der Klimaforschung häufig sogenannte Klimafol-
geprojektionen (engl.: climate impact projections) 
erstellt. Eine solche Projektion berechnet die zeitliche 
Entwicklung eines Systems (z.B. Klima, Vegetation), 
basierend auf einem Szenario (z.B. das Szenario, dass 
sich CO2 Emissionen ungebremst weiterentwickeln). 
Projektionen unterscheiden sich von Vorhersagen 
darin, dass die Wahrscheinlichkeiten der zugrunde 
liegenden Szenarien unbekannt sind, d.h. es handelt 
sich hierbei nicht um Prognosen mit einer absoluten 
Wahrscheinlichkeit, sondern um bedingte (d.h. wenn- 
dann) Berechnungen, denen bestimmte Annahmen, 
z.B. ein Szenario der globalen Wirtschaftsentwicklung 
zugrunde liegt (z.B. O’Neill 2004; Bray / von Storch 
2009; Moss et al. 2010; O’Neill et al. 2014). 

Aufgrund der hohen Komplexität und Inter-
konnektivität von Klima- und Ökosystemen sind 
bei der Beschreibung solcher Projektionen intuitive 
oder auf Überschlagsrechnungen basierende Überle-
gungen nur beschränkt nützlich. Numerisch genaue 
Projektionen können jedoch nur mit Hilfe von ma-
thematischen Beschreibungen der Zusammenhänge 
eines abgegrenzten Systems (z.B. Klima, terrestrische 
oder marine Ökosysteme) gemacht werden. Solche 
Systemmodelle werden typischerweise am Computer 
angefertigt und für verschiedene Simulationen ver-
wendet (Hartig 2017). Die meisten solcher Modelle 
im Kontext des Klimawandels zeichnen sich durch 

eine relative hohe Komplexität aus, d.h. durch viele 
hunderte Zustandsgrößen (für Vegetationsmodelle 
z.B. Kohlenstoff-, Wasser- und Stickstoffhaushalt 
eines Baumes), die wiederum mittels zahlreicher 
(tausender), oft nichtlinearer Prozesse miteinander 
interagieren (Schneider / Held 2002). Die zeitliche 
Entwicklung des Systems emergiert dann während der 
Simulation aufgrund der Startbedingung des Systems, 
den Treibern (externen Rahmenbedingungen, in der 
Mathematik auch Randbedingungen genannt) und 
den im Modell implementierten Prozessen. 

Die hohe Komplexität der im Umfeld der Klima-
folgenforschung benutzten Modelle macht einerseits 
Zukunftsprojektionen dieser Systeme überhaupt 
möglich, andererseits bringt sie aber auch gewisse 
Nachteile mit sich (z.B. Held 2014). Insbesondere 
lassen sich Vorhersagen kaum intuitiv auf ihre Kor-
rektheit überprüfen. Wissenschaftler sind deshalb auf 
einen genauen und zeitraubenden Abgleich der Mo-
delle mit Beobachtungsdaten angewiesen, um sowohl 
die Wahl der im Modell repräsentierten Prozesse, als 
auch deren korrekte Implementierung zu überprüfen 
(Oreskes / Shrader-Frechette / Belitz et al. 1994). 

Darüber hinaus stellt sich bei der Anwendung 
von komplexen Systemmodellen die Frage nach der 
Präzision der Vorhersage. Es ist grundsätzlich unmög-
lich, alle Parameter und Annahmen, die die Model-
lergebnisse beeinflussen, mit beliebiger Genauigkeit 
zu bestimmen (Deser et al. 2012). Beispiele für solche 
unsicheren Parameter sind die Anfangsbedingungen 
der Simulation, deren Randbedingungen, die Pa-
rametrisierung der implementierten Prozesse (d.h. 
die exakten Werte von Parametern in den kodierten 
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Gleichungen), oder die Struktur der Prozesse selbst 
(Schneider / Held 2002). Die Unsicherheit jeder dieser 
Komponenten trägt potenziell zu der Unsicherheit 
der Modellvorhersage bei. Die genaue Bestimmung 
der zusammengesetzten Unsicherheit erfordert aber 
aufgrund der komplexen Natur der eingesetzten 
Modelle zusätzliche Berechnungen.

Für Entscheidungen in Forschung und Politik 
ist die genaue Berechnung dieser Unsicherheiten 
aber von großer Bedeutung (Mearns 2010). Hat 
eine Projektion eine kleine Unsicherheit, so ist es 
ausreichend bei Entscheidungen mit der mittleren 
Entwicklung, also dem Erwartungswert, zu rechnen. 
Hat die Projektion jedoch eine große Unsicherheit, so 
muss mit einer Reihe von möglichen Entwicklungen 
des Systems gerechnet werden. In diesem Fall wären 
Entscheidungen, die nur die mittlere Entwicklung 
bedenken, potenziell dramatisch falsch. Stellen Sie sich 
zum Beispiel vor, eine Projektion sagt einen mittleren 
Meeresspiegelanstieg um zwei Meter voraus, ohne die 
Angabe von Unsicherheiten. Aufgrund einer solchen 
Projektion würden dann z.B. Entscheidungsträger 
die Konstruktion von geeigneten Dämmen beschlie-
ßen, z.B. in einer Höhe von 3 m. Wäre allerdings die 
Information vorhanden, dass die Unsicherheit der 
Projektion ± 2 m ist, so würde sich die Entscheidung 
über die notwendige Höhe der Dämme sicher deutlich 
verschieben. 

Ziel dieses Artikels ist es, den Leser in das Problem 
der Unsicherheitsanalyse von komplexen Modellen 
einzuführen, und dieses insbesondere im Kontext 
der Abschätzung von Klimafolgen zu diskutieren. 
Wir erläutern hierzu zunächst die Definition von 
Risiko und Unsicherheit in der System- und Ent-
scheidungstheorie, und führen den Leser danach in 
die wichtigsten Techniken zur Quantifizierung von 
Modellunsicherheiten ein. Diese Erklärungen werden 
im dritten Teil dieses Textes durch eine Fallstudie 
ergänzt, in der wir exemplarisch eine Berechnung der 
Vorhersageunsicherheit des Ökosystemmodell LPJ-
GUESS für einen Standort in Franken diskutieren. 

2  Definitionen von Unsicherheit

Bevor wir uns den Techniken der Unsicherheitsana-
lyse widmen, lohnt es sich zunächst den Begriff der 
Unsicherheit selbst noch etwas genauer zu erläutern. 
Grundsätzlich verstehen wir unter Unsicherheit das 
Phänomen, dass eine Zielgröße nicht genau bekannt 
ist, sondern mehrere mögliche Werte annehmen kann. 
Bei diesen möglichen Werten kann es sich um eine 
Reihe von kategorischen Möglichkeiten (z.B. rot, 
grün, blau) oder um ein kontinuierliches Spektrum 
handeln. Wenn Wahrscheinlichkeiten für die jeweiligen 

Ergebnisse bekannt sind (siehe folgende Diskussi-
on), so lässt sich die Unsicherheit durch diskrete 
oder kontinuierliche Wahrscheinlichkeitsverteilungen 
ausdrücken. 

2.1  Gründe für Vorhersageunsicherheiten  
in Systemmodellen

Im Kontext dieses Artikels sind wir vor allem an der 
Unsicherheit von Modellvorhersagen interessiert. Eine 
Modellvorhersage basiert immer auf einer Reihe von 
Annahmen und numerischen Werten (z.B. Inputs, 
Parameter). Diese werden von dem Modellierer nor-
malerweise gewählt, um die Realität möglichst genau 
(im Rahmen der notwendigen Vereinfachungen eines 
Modells) abzubilden. 

Trotz aller Sorgfalt ist es in der Regel unmög-
lich, alle Modellannahmen exakt zu bestimmen. 
Messungen von physikalischen Parametern haben 
immer einen gewissen Fehler (z.B. Rabinovich 2006). 
Annahmen über Prozesse in komplexen System be-
inhalten notwendigerweise gewisse Vereinfachungen, 
die auch wieder zu Fehlern führen (Evans et al. 
2013). All diese Fehler oder Unsicherheiten tragen 
dazu bei, dass die Vorhersagen des Modells selbst 
mit einer gewissen Unsicherheit behaftet sind (z.B. 
McKay / Morrison / Upton 1999). Grundsätzlich 
kann jeder Aspekt der Modellierung, der die Vorher-
sagen oder Projektionen eines Modells beeinflusst, 
unsicher und somit ein Grund für Vorhersageunsi-
cherheiten sein. 

Eine Auflistung der Gründe ist deshalb praktisch 
identisch mit der Auflistung der wichtigsten Modell-
komponenten. Diese sind: Anfangsbedingungen, 
Randbedingungen, Modellstruktur, Parameter und 
Kipppunkte (Latif 2011) (Tabelle 1). Unter An-
fangsbedingungen versteht man den Anfangszustand 
des Modells, also den Zustand des Klima- oder 
Ökosystems zu Beginn der Simulation (z.B. Col-
lins 2002). Unter Randbedingungen versteht man 
die Modellinputs (auch Treiber oder Forcings ge-
nannt) (Collins / Allen 2002). Für ein Klimamodell 
könnte das die ankommende Sonnenstrahlung und 
die anthropogenen CO2 Emissionen sein, für ein 
Ökosystemmodell typischerweise das Klima / Wetter 
oder die derzeitige Landnutzung in einer Region. 
Die Modellstruktur bezeichnet im Allgemeinen alle 
strukturellen Entscheidungen im Modell, im engeren 
Sinn normalerweise die Struktur der implementierten 
Prozesse, also z.B. die Gleichungen oder Differential-
gleichungen, die die zeitliche Entwicklung des Systems 
beschreiben. Parameter sind veränderbare Größen in 
der mathematischen Beschreibung des Systems. Für 
ein Ökosystemmodell ist dies z.B. die Langlebigkeit 
der Blätter eines Baumes.
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Einen weiteren Beitrag zur strukturellen Unsicherheit 
leisten sogenannte Kipppunkte. Diese sind kritische 
Werte, bei denen Änderungen über diesen Schwel-
lenwert hinaus zu einer qualitative Änderung der 
Struktur des Systems führt (Lenton et al. 2008). In 
der Klimaforschung stellt z.B. das Abschmelzen des 
grönländischen Eisschildes einen solchen Kipppunkt 
dar (Bevis et al. 2019). Kipppunkte und strukturelle 
Unsicherheiten sind eng mit parametrischen Unsi-
cherheiten verknüpft. 

2.2  Typisierungen von Unsicherheiten

Jeder der besprochen Modellkomponenten kann mehr 
oder weniger unsicher sein. Bezüglich der Stärke oder 
auch Tiefe der Unsicherheit werden in der Entschei-
dungstheorie oft drei Typen unterschieden: Risiko, 
Ungewissheit, und vollkommene Unsicherheit (Mor-
gan / Henrion / Small 1990) (siehe Abbildung 1). 

Mit Risiko bezeichnen wir eine Situation, in 
der wir die Wahrscheinlichkeiten der möglichen 
zukünftigen Szenarien kennen. Als Beispiel: Stel-
len Sie sich vor, ein genetischer Test ergibt, dass 
Sie eine 1 % Wahrscheinlichkeit haben, an grauem 
Star zu erkranken. Welches der beiden Szenarien 
eintritt können wir nicht mit Sicherheit vorhersa-
gen (d.h. es gibt eine Vorhersageunsicherheit), aber 
die Wahrscheinlichkeiten der möglichen Szenarien 
sind bekannt, also sprechen wir hier von einem 
Erkrankungsrisiko. 

Unter Ungewissheit verstehen wir die Situation, 
in der mögliche zukünftige Szenarien bekannt sind, 
aber nicht deren Wahrscheinlichkeit. Als Beispiel: 
Stellen Sie sich vor, Sie überlegen von einem Fel-
sen ins Meer zu springen. Sie wissen nicht, ob das 
Wasser tief  genug ist. Es gibt also 2 Szenarien: Sie 
stoßen am Grund an, oder nicht. Da Sie aber zum 
ersten Mal in dieser Region sind, können Sie den 
beiden Möglichkeiten keinerlei Wahrscheinlichkeiten 
zuordnen, d.h. Sie müssen sich unter Ungewissheit 
entscheiden. 

Oft wird noch eine dritte Stufe der Unsicherheit 
aufgezählt, die sogenannte vollkommene/tiefe oder 
auch Knight’sche Unsicherheit (Knight 1921). Hie-
runter verstehen wir Situationen, in denen nicht ein-
mal alle möglichen Zukunftsszenarien bekannt sind. 
Der ehemalige Verteidigungsminister der Vereinigten 
Staaten Donald Rumsfeld hatte Ungewissheit und 
tiefe Unsicherheit in einem berühmt geworden Aus-
schnitt einer Pressekonferenz mit “known unknowns” 
(=  Ungewissheit) und “unknown unknowns” (= tiefe 
Unsicherheit) bezeichnet (Rumsfeld / Gen Myers 
2002). Um das anschaulich zu machen, könnten wir das 
letzte Beispiel erweitern: Sie waren davon ausgegangen, 
dass Sie entweder auf den Grund aufkommen oder 

im Wasser untertauchen. Sie könnten aber auch auf 
einen großen Fisch springen. Dieses Szenario hatten 
Sie in ihrer Unsicherheitsanalyse komplett übersehen. 

2.3  Wichtige Unsicherheiten  
in der Klimafolgenforschung

All die bisher besprochenen Gründe und Typen von 
Unsicherheiten sind relevant für die Klimafolgenfor-
schung, aber nicht in gleichem Maße. Natürlich ist es 
schwer, exakte Zahlen für einen ganzen Forschungs-
bereich anzugeben, aber es lassen sich doch bestimmte 
Trends bezüglich des Typs und der Wichtigkeit der 
verschiedenen Unsicherheiten bestimmen.

Unsicherheit in den Anfangsbedingungen des 
Modells ist tendenziell vor allem dann wichtig, wenn 
die Vorhersagen kurzfristig, und deshalb stark von 
den Anfangsbedingungen beeinflusst sind, oder wenn 
es sich um sogenannte chaotische Systeme handelt. 
Dies ist z.B. bei Wettervorhersagen der Fall, wo die 
Anfangsbedingungen (d.h. die exakte Konfiguration 
der Wolken, Druckverteilungen etc.) der dominante 
Faktor für die Vorhersageunsicherheit sind. Man 
spricht hier auch manchmal von einem sogenannten 
Anfangswertproblem (engl. initial value problem) 
(Collins 2002). 

Je weiter die Vorhersage in die Zukunft geht, desto 
stärker wird die Dynamik des Modells durch interne 
Prozesse und die Treiber (= Randbedingungen) des 
Systems bestimmt (z.B. Wang / Post / Wilson 2011). 
Da es in den Klimawissenschaften oft um langfristige 
Vorhersagen geht (d.h. z.B. für das Jahr 2100 oder 
länger), in denen die interne Dynamik die Entwick-
lung des Systems bestimmt, sind für die meisten 
Klimafolgeprojektionen Unsicherheiten im jetzigen 
Zustand des Erdsystems von geringerer Bedeutung 
als Unsicherheiten in den Treibern und Prozessen des 
Modells. Man spricht hier deshalb auch von einem 
Randwertproblem (engl: boundary value problem) 
(z.B. Tebaldi / Knutti 2007).

Risiko Ungewissheit Unwissenheit

10% 40% 50% ?% ?% ?%

Wahrscheinlichkeit der
möglichen Ereignisse ist
bekannt, wir können das
Risiko eines zukünftigen
Ereignisses berechnen.

Wahrscheinlichkeit der
möglichen Ereignisse ist
nicht bekannt, können nur
Projektionen für ver- 
schiedene Möglichkeiten 
berechnen.

Möglichen Ereignisse 
selbst sind unbekannt,
keine systematische 
Vorhersage möglich 

Abb. 1: Unsicherheiten können in verschiedenen Ab-
stufungen auftreten. Die bekannteste Typisierung un-
terscheidet Risiko, Ungewissheit und Unwissenheit.
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Für Erdsystemmodelle wird die Unischerheit der 
Treiber normalerweise noch einmal in zwei Kom-
ponenten aufgespalten: der Einfluss des Menschen, 
und die intrinsische Unsicherheit der Treiber (z.B. 
Schurer et al. 2013). Der Einfluss des Menschen 
(insbesondere der anthropogene CO2 Ausstoß) wird 
praktisch immer als Ungewissheit behandelt, d.h. es 
werden Szenarien gebildet, die aber nicht mit einer 
Wahrscheinlichkeit belegt werden. In wissenschaft-
lichen Veröffentlichungen und Berichten wie denen 
des Weltklimarats (Intergovernmental Panel on Cli-
mate Change, IPCC) wird diese Unsicherheit dann 
normalerweise so kommuniziert, dass Projektionen 
für alle möglichen Szenarien berechnet werden (IPCC 
2014). Die zweite Unsicherheitsquelle besteht aus 
allen anderen Berechnungen, die zu den eigentlichen 
Treibern führen (z.B. werden oftmals die Treiber von 
Vegetationsmodellen durch Klimamodelle berechnet, 
und deren Unsicherheiten bzgl. der Klimaentwicklung 
können in einer Unsicherheitsanalyse als Wahr-
scheinlichkeitsverteilung behandelt werden). Soweit 
möglich werden in diesem Fall die Unsicherheiten als 
Wahrscheinlichkeiten weitergegeben (siehe folgende 
Diskussion) (Myhre et al. 2013).

Der letzte große Komplex von Modellunsicherhei-
ten ist die Unsicherheit der implementierten Prozesse 
und deren Parameter (z.B. Kennedy / O’Hagan 2001). 
Insbesondere in der Klimaforschung sind diese Unsi-
cherheiten relativ schlecht untersucht, weil die langen 
Laufzeiten der großen Klimamodelle die Variation 
von Modellparametern und Annahmen erschwert. 
Darüber hinaus sind diejenigen wichtigen Prozesse, 
die zur Vorhersage des heutigen Klimas wichtig sind, 
nicht zwangsweise dieselben wie für zukünftiges Klima 
(Qian et al. 2016). In früheren IPCC Berichten wurden 
deshalb die Modellunsicherheiten oft nur durch die 
Unterschiede der Projektionen der verschiedenen 

Forschungsgruppen dargestellt (sogenannte “spaghetti 
graphs”, siehe z.B. IPCC AR 4 Kapitel 8) (Randall 
et al. 2007), die in gewisser Weise strukturelle und 
parametrische Unsicherheiten gleichzeitig abhandeln. 
In den letzten Jahren wurde allerdings ein erheblicher 
Aufwand getrieben, um diese Unsicherheiten besser 
darzustellen. So wurde ab IPCC AR5 (Flato et 
al. 2013) durch Parametervariationen (sogenannte 
Perturbationen) der beteiligten Modelle zum ersten 
Mal parametrische und strukturelle Unsicherheiten 
getrennt.

Als Resultat dieser Aktivitäten haben wir heute 
zum einen ein besseres Verständnis der Wichtigkeit 
verschiedener Unsicherheiten, zum anderen steht 
im Fall von gekoppelten Modellen (so z.B. bei Ve-
getationsmodellen, die von Klimamodellen getrie-
ben werden) eine Abschätzung der Unsicherheit 
der Treiber bereit. Die Analyse von Unsicherheiten 
in Klima und Vegetationsmodellen in den IPCC 
Berichten zeigt dass die Vorhersageunsicherheit der 
Modelle zum Teil erheblich ist, und dass neben den 
Anfangsbedingungen auch alle verbleibenden Pro-
zesse (Treiber, Parametrisierung, Modellstruktur) 
substantiell zu dieser Unsicherheit beitragen (Flato 
et al. 2013). Insbesondere wenn Modelle eigentlich 
komplexe Prozesse stark vereinfachen hat sich die 
strukturelle Unsicherheit oft als ein bedeutender 
Faktor herausgestellt. So zeigen z.B. Bugmann et al. 
(2019), dass die Vorhersagen von Vegetationsmodellen 
mit erheblicher Sensitivität auf Veränderungen der 
Mortalitätsfunktionen im Modell reagieren.

Ein weiteres wichtiges Thema im Kontext von 
Unsicherheit sind sogenannte Kipppunkte (engl. 
tipping points) (Cai 2020). Kipppunkte werden in 
der wegweisenden Arbeit von Lenton et al. 2008 
als Prozesse definiert, bei denen eine geringfügige 
Überschreitung eines kritischen Wertes unweigerlich 

Tab. 1:	 Gründe für Unsicherheiten und deren typischer Eigenschaften in Klimafolgeprojektionen

Typische Eigenschaften in Klimafolgeprojektionen

Modellbereich Typ Unsicherheit Sensitivität Einfluss auf die  
Vorhersageunsicherheit

Anfangsbedingungen Risiko groß klein klein

Randbedingungen (auch: Treiber / Forcing) CO2:  
Ungewissheit

Klimareaktion: Risiko mittel groß groß

Parametrische Unsicherheit Risiko groß mittel mittel

Strukturelle Unsicherheit
Risiko,  
Ungewissheit, 
Unwissenheit

mittel, ? mittel, ? mittel, ?
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eine substantielle Veränderung des Systemzustands 
bewirkt. Ein wichtiger Kipppunkt im Klimasystem ist 
z.B. das Abschmelzen des grönländischen Eisschildes, 
welches durchschnittlich 3000 Meter hoch ist. Bei 
einer globalen Temperaturzunahme von 1,5–2 °C 
gibt es Jahreszeiten, in denen die Oberfläche des 
Eisschildes zu Schmelzen beginnt, wodurch sich 
dessen Höhe erniedrigt. Da die Lufttemperatur aber 
gleichzeitig mit der Höhe abnimmt, beschleunigt sich 
der Schmelzprozess von selbst und würde bei einem 
vollständigen Abschmelzen des Eisschilds zu einer 
Erhöhung des Meeresspiegels um 6 Meter führen. 
Der exakte kritische Wert für den Kipppunkt, und 
auch der Zeitraum, bis das komplette grönländische 
Eisschild geschmolzen ist, sind nicht bekannt, haben 
aber potenziell massive Auswirkungen auf das Kli-
masystem (Lenton et al. 2019).

Aus der Sicht der Unsicherheitsanalyse ist der 
wichtige Aspekt von Kipppunkten, dass diese durch 
eine stark nichtlineare Reaktion des Systems cha-
rakterisiert sind (Thompson / Sieber 2012). Diese 
Nichtlinearität führt dazu, dass eine kleine Unsi-
cherheit in den zeitlichen Eingangsgrößen (z.B. durch 
andere Unsicherheiten) oder in den Prozessen zu einer 
großen Unsicherheit bezüglich der Entwicklung der 
Kipppunkte führt. Kipppunkte potenzieren also die 
vorher beschriebenen Unsicherheiten. 

3  Techniken der Unsicherheitsanalyse

Wie können Wissenschaftler die Vorhersageunsicher-
heit eines Modells bestimmen oder die Wichtigkeit 
verschiedener Modellkomponenten zur Vorhersa-
geunsicherheit vergleichen? Hierzu verwendet man 
eine Reihe von Methoden, insbesondere die Sensi-
tivitätsanalyse, die Unsicherheitsanalyse, und die 
Inversion von Modellen, die wir im Folgenden etwas 
genauer erklären. 

3.1  Sensitivität 

Ein Grundkonzept für die Analyse von Unsicherheiten 
ist die Modellsensitivität. Man sagt ein Modell ist 
sensitiv gegenüber einer Änderung der Modellannah-
men (z.B. Anfangsbedingungen, Randbedingungen, 
Struktur, Parameter), wenn sich die Modellvorhersage 
bei einer solchen Änderung stark verändert (Saltel-
li / Tarantola / Campolongo 2000). Mathematisch 
kann man das durch eine Ableitung oder Differenz 
schreiben:

𝑆𝑆(𝑎𝑎)  = 𝑑𝑑𝑑𝑑
𝑑𝑑𝑑𝑑  𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜 𝐷𝐷𝐷𝐷

𝐷𝐷𝐷𝐷  

Dabei berechnet man die Sensitivität S(a) des Model-
loutputs M bezüglich des Parameter a aus dem Quo-
tienten der Änderung in M (dM oder DM), welcher 
durch eine Änderung des Wertes von Parameter a (da 
oder DA) hervorgerufen wird. Hierbei unterscheidet 
man zwischen einer lokalen und globalen Sensitivitäts-
analyse. Die Erstere betrachtet die Sensitivitäten in ei-
nem kleinen Bereich um die Referenzparametrisierung 
und verändert meist nur einen Parameter zur gleichen 
Zeit. Dadurch benötigt eine lokale Sensitivitätsanalyse 
weniger Modellevaluation und ist auch für Modelle 
mit langen Laufzeiten wie Klimamodelle umsetzbar 
(Pianosi et al. 2016). Eine globale Sensitivitätsanalyse 
berechnet die Sensitivitäten im Raum aller plausiblen 
Parameterwerte und Inputs und benötigt dadurch 
auch mehr Modellevaluationen. Dadurch eignet sich 
diese Analyse für Modelle mit kürzerer Laufzeit wie 
etwa Vegetationsmodelle. So wurden z.B. globale 
Sensitivitätsanalysen von Vegetationsmodellen für die 
Schweiz (Pappas et al. 2013) oder sogar ganz Europa 
(Huber / Bugmann / Lafond et al. 2018) durchgeführt. 
Der IPCC Bericht (Flato et al. 2013) nennt die Än-
derungen der Modellannahmen ausgehend von den 
Standardparametern Störungen (engl. Perturbations), 
aber benutzt dieselbe Vorgehensweise.

3.2  Fehlerfortpflanzung  
und Unsicherheitsanalyse

Es ist wohl direkt einsichtig, dass bei einer stärkeren 
Modellsensitivität eine gewisse Unsicherheit in einem 
Modellinput auch zu einer stärkeren Unsicherheit in 
der Vorhersage führt. Ganz grob kann man sagen:

Vorhersageunsicherheit = Unsicherheit * Sensitivität

Man kann also aus bekannter Sensitivität den Einfluss 
einer Unsicherheit im Modell auf die Vorhersageun-
sicherheit grob abschätzen. Eine solche Abschätzung 
ist auch unter dem Begriff “Fehlerfortpflanzung” 
bekannt.

In der Praxis werden Modellunsicherheiten oft 
durch Verteilungen angegeben. Da Systemmodelle 
oft nichtlinear sind und damit Sensitivitäten nicht 
unbedingt konstant sind (und diese auch interagieren 
können), ist die Rechnung Vorhersageunsicherheit = 
Unsicherheit * Sensitivität in den meisten Fällen zu 
stark vereinfacht. 

Die gebräuchlichste Lösung für die Berechnung 
von Vorhersageunsicherheiten aus den Unsicherheiten 
der einzelnen Modellkomponenten ist die sogenann-
te Monte-Carlo Methode (Helton 1994). Diese 
besteht darin, zufällig aus allen hier genannten Un-
sicherheitskomponenten zu ziehen, die Vorhersagen 
durch das Modell mit den jeweiligen Realisierungen 
vorwärts zu propagieren, und so eine Verteilung der 
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Vorhersageunsicherheit zu generieren (Abbildung 2) 
(siehe auch Helton / Davis 2003). Die Methode kann 
auch angewandt werden, wenn die Wahrscheinlichkeit 
für bestimmte Unsicherheiten nicht bekannt ist. In 
diesem Fall spalten sich auch die Vorhersagen in 
bestimmte Szenarien / Projektionen auf.

3.3 Modellinversion und Kalibrierung 

Die Unsicherheitsanalyse propagiert die Unsicher-
heiten der Inputs und Komponenten eines Modells 
auf dessen Outputs. Wenn man Beobachtungsdaten 
für diese Outputs hat, kann man diesen Prozess auch 
umkehren, um über die Daten die Unsicherheiten im 
Modell zu reduzieren. Man spricht hierbei von einer 
Modellinversion, oder einer sogenannten inversen 
Modellierung (z.B. Hartig et al. 2012). 

Das Ziel der inversen Modellierung besteht darin, 
aus Informationen über die beobachteten Outputs 
auf die plausiblen Wertebereiche der Komponen-
ten oder Inputs eines Modells zu schließen und so 
deren Unsicherheit zu reduzieren. Man kann sich 
die Inversion auch als einen Filter vorstellen: die 
Unsicherheit bzgl. eines bestimmten Parameters 
gibt den möglichen Wertebereich für diesen vor. 
Durch das Abgleichen der hieraus generierten Mo-
dellvorhersagen mit beobachteten Daten können 
wir hieraus den wahrscheinlichen Parameterbereich 
bestimmen, indem wir die Parameterwerte verwer-
fen, die keine mit den Daten übereinstimmenden 
Outputs generieren. 

In der Praxis werden verschiedene Methoden benutzt, 
um Modelle zu invertieren. Für die Reduzierung von 
Unsicherheit in den Parametern (= Kalibrierung) 
werden insbesondere Optimierungs- oder sogenannte 
Markov-Chain Monte-Carlo Algorithmen benutzt 
(z.B. Nadal-Sala et al. 2019, Trotsiuk et al. 2020). 
Ihnen allen gleich ist aber die Eigenschaft, den mög-
lichen Raum der Modellparameter abzusuchen, und 
den Bereich zu fi nden, der am besten zu den Beob-
achtungsdaten passt. 

4 Fallstudie – Unsicherheiten in dem 
Ökosystemmodell LPJ-GUESS an 
einem Standort in Franken

Um die besprochenen Konzepte zu veranschaulichen, 
präsentieren wir eine Fallstudie, in der wir exemp-
larisch die Vorhersageunsicherheit des Ökosystem-
modells LPJ-GUESS für einen Standort in Franken 
untersuchen.

4.1 LPJ-GUESS

LPJ-GUESS (Smith et al. 2014) ist ein dynamisches 
Systemmodell für das terrestrische Vegetations-Ökosys-
tem. Es simuliert die Entwicklung der Vegetation global 
oder in einer bestimmten Region, und kann dazu be-
nutzt werden sowohl Vegetationsstruktur als auch -zu-
sammensetzung unter zukünftigen Klimabedingungen 

Abb. 2: Unsicherheitsanalyse über eine Monte-Carlo Fehlerfortpfl anzung. Neben der direkten Interpretation der 
Vorhersageunsicherheit können die Ergebnisse der Monte-Carlo Fehlerfortpfl anzung auch genutzt werden um den 
Beitrag der verschiedenen Modellkomponenten zur Vorhersageunsicherheit (Unsicherheitsanalyse) oder deren 
Sensitivität (Sensitivitätsanalyse) zu bestimmen, oder die möglichen Modellentwicklungen mit Daten zu verglei-
chen, und so die Modellunsicherheiten zu reduzieren (Modellinversion). 
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zu untersuchen. Eine Beschreibung der Modellprozesse 
findet sich in Smith et al. (2014), oder in Krause / Pa-
pastefanou / Rammig (2020) in diesem Heft.

Die Treiber (Randbedingungen) des Modells sind 
primär die regionalen Klimabedingungen und die 
atmosphärische CO2 Konzentration. Darüber hinaus 
hat LPJ-GUESS auch die Möglichkeit weitere Rand-
bedingungen wie das Management der Vegetation 
(Lindeskog et al. 2013), also z.B. die Bewirtschaftung 
des Waldes in die Projektion mit einzubeziehen. Für 
die Simulation muss man dem Modell als Parameter 
für jede einzelne Baumart, die es simuliert, spezifische 
Werte für z.B. Dürretoleranz oder Langlebigkeit der 
Blätter zuweisen.

Ein Modelllauf beginnt mit einem sogenannten 
Spin-up, d.h. einem Zeitraum, in dem die Zustands-
größen des Modells in ein Gleichgewicht konvergieren 
können. Nach diesem Spin-up wächst die Vegetation 
von einem Kahlschlag aus entstehend. Die Anfangs-
bedingungen sind deshalb die Zustandsvariablen 
zum Zeitpunkt nach dem Kahlschlag (z.B. wie viel 
Kohlenstoff im Boden ist). Mit diesen Inputs kann 
LPJ-GUESS unter anderem die Vegetationsstruktur, 
Biomasse, Blattflächenindex, Kohlenstoffspeicher 
aber auch Evapotranspiration berechnen.

4.2  Material und Methodenbeschreibung

Wir benutzen das Vegetationsmodell LPJ-GUESS und 
simulieren für eine 0.5°x0.5° Gitterzelle (49.5°–50.0° 
Nord, 11.0°–11.5° Ost) in Franken das natürliche 
Wachstum der Stieleiche Quercus robur (entstehend 
von einem Kahlschlag im Jahre 1550 und einem vor-
hergehenden Spin Up von 300 Jahren), welche außer 
im hochalpinen Raum in ganz Bayern vorkommt. 

Als unsicher behandeln wir die gängigsten Mo-
dellparameter, die die Entwicklung der Stieleiche 
beeinflussen können. Dazu gehören Umweltanpas-
sungsparameter wie z.B. Stickstofffixierung, Wasser-
haushalt, Konkurrenz und Demographieparameter 
(wie z.B. Parameter, die die Allometrie des Baumes 
beschreiben), Photosyntheseparameter (wie z.B. den 
Temperaturbereich, in dem Photosynthese bestmög-
lich funktioniert) und bioklimatische Limits wie die 
minimale Temperatur, die noch Wachstum zulässt. Da 
die genauen Unsicherheiten dieser Parameter nicht 
bekannt sind, nehmen wir als plausible Bereiche jeweils 
±10 % des Standardwertes im Modell an. 

Um die Unsicherheiten in den Parametern auf 
die Modellvorhersagen zu projizieren, benutzen wir 
eine Monte Carlo Simulation mit 1000 Parameter-
kombinationen.

Um bewerten zu können, ob der Klimawandel die 
Sensitivitäten verschiebt, vergleichen wir die relativen 
Parametersensitivitäten (d.h. den prozentualen Anteil 

eines Parameters an der Gesamtsensitivität) für vor-
industrielles Klima (1850–1950) und heutiges Klima 
(1950–2010) für die jährlich produzierte überirdischen 
Kohlenstoffmasse (Biomasse inkl. Blätter, jedoch 
ohne Bodenkohlenstoff) und Blattflächenindex (den 
Quotienten aus Blattfläche und Bodenoberfläche). 
Diese beiden Kenngrößen dienen als Indikatoren für 
Kohlenstoffspeicherung und deshalb betrachten wir 
die Sensitivität der gewichteten Summe von jährlich 
produzierter überirdischer Kohlenstoffmasse und 
Blattflächenindex.

Für die Berechnung der Sensitivitäten benut-
zen wir ein sogenanntes Morris-Screening (Morris 
1991), welches im gesamten möglichen Parameter-
raum lokale Parametervariationen vornimmt und 
die Sensitivitäten (bzw. Unsicherheiten) dann durch 
Mittelwert und Standardabweichung zusammenfasst. 
Als Ergebnis erhält man die gemittelte Sensitivität 
eines Parameters über den ganzen Bereich und dessen 
Standardabweichung, welche die Interaktionen mit 
anderen Parametern beschreibt.

4.3  Ergebnisse

Die Unsicherheiten von jährlich produzierter 
überirdische Kohlenstoffmasse sind zu Beginn 
der Simulation, also in der Wachstumsphase, am 
kleinsten, da dort andere Parameterkombinationen 
noch nicht zu so großen Schwankungen in der Koh-
lenstoffproduktion führen können (Abbildung 3). 
Daraufhin nehmen sie zwar zu, sind aber zwischen 
1850 und1950, also 300 bis 400 Jahre nach Beginn 
der Simulation, nicht signifikant größer als im 
heutigen Klima (Abbildung 3). Die Unsicherheiten 
für heutiges Klima sind jedoch nicht mehr so sym-
metrisch um die Vorhersage verteilt. So sind z.B. im 
heutigen Klima Abweichungen, die zu geringerer 
Kohlenstoffproduktion führen, deutlich plausibler 
als Abweichungen, die zu höherer Kohlenstoffpro-
duktion führen. Des Weiteren sehen wir im Vergleich 
mit der atmosphärischen CO2 Kurve einen starken 
Anstieg der Biomasse durch steigendes CO2. Die 
Unsicherheiten in dieser Fallstudie sind recht groß, 
da einerseits die Parameterunsicherheit als groß 
angenommen wurde und andererseits nur eine 
Gitterzelle betrachtet wurde. Durch Vergleiche 
mit Daten oder eine genauere Literaturrecherche 
bzgl. der Parameter könnten die Unsicherheiten 
nun noch reduziert werden.

Um die Sensitivitäten in den Zeiträumen von 
1850–1950 und 1950–2010 vergleichen zu können, 
berechnen wir die relativen Effekte, sodass die Sum-
me aller Effektgrößen eins ergibt. Der Vergleich 
zeigt, dass das Wachstum der Stieleiche in beiden 
Simulationsperioden besonders auf Konkurrenz und 
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Abb. 3: Gezeigt ist eine Unsicherheitsprojektion der jährlich produzierten überirdischen Kohlenstoff masse der Stielei-
che. Die Referenzdaten (rot) befi nden sich immer in den 95% Kredibilitätsintervall (hellblau). In der zweiten Abbildung 
sieht man, dass die Erhöhung des atmosphärischen CO2 Gehalts auch zu einer Erhöhung der produzierten Kohlen-
stoff masse führt.
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Demographieparameter sensitiv ist (Abbildung 4). 
Die drei größten Beiträge kommen von turnover_sap 
(Splintholz-Umsatzrate), k_latosa (Verhältnis Baum-
blatt zu Splintholz x Fläche) und k_allom2 (relative 
Zuwachsrate von Baumzuwachs zu Baumgröße), 
aber auch Photosynthese Parameter wie respcoeff  
(Verhältnis des produzierten Kohlendioxids zum 
verbrauchten Sauerstoff ) haben einen großen Ein-
fl uss (Abbildung 4). Während in vorindustriellen 

Umweltbedingungen vorrangig Demographiepara-
meter eine entscheidende Rolle gespielt haben, nimmt 
die relative Sensitivität von Photosyntheseparametern 
in heutigen Umweltbedingungen zu (alle Parameter 
dieser Gruppe liegen oberhalb der Diagonale) (Ab-
bildung 4). Darüber hinaus reagiert das Wachstum 
der Stieleiche unter heutigen Klimabedingungen auch 
auf deutlich mehr Parameter sensitiver als noch im 
vorindustriellen Klima (Abbildung 4).
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5  Zusammenfassung und Ausblick

Wir haben in diesem Artikel eine Einführung in 
die Berechnung von Vorhersageunsicherheiten von 
Systemmodellen gegeben. Die hier vorgestellten Tech-
niken sind generell anwendbar, aber von besonderer 
Relevanz im Kontext des Klimawandels. Um die 
Unsicherheiten möglicher Klimaszenarien besser 
einschätzen zu können, ist es trotz der hohen Laufzeit 
sinnvoll, eine Modellinversion durchzuführen und 
statistische Verfahren zum Umgang mit Extremwerten 
anzuwenden (Katz et al. 2013). 

5.1  Kommunikation von Unsicherheit

In diesem Artikel haben wir hauptsächlich die techni-
schen Aspekte von Unsicherheiten beleuchtet. Jedoch 
spielt auch die Kommunikation von Unsicherheiten 
eine wichtige Rolle. Der IPCC hat hierzu einen Leit-
faden zur einheitlichen Kommunikation von Unsi-
cherheiten entwickelt (Mastrandrea et al. 2010). 
Trotz all dieser Vorsicht ist die Kommunikation von 
Unsicherheiten gegenüber der Öffentlichkeit immer 
noch eine Herausforderung (Sterman 2011). So wird 
Unsicherheit oft mit fehlenden wissenschaftlichen 

Erkenntnissen verwechselt (Funtowicz/Ravetz 
1990). Oft ist es auch so, dass Menschen mathema-
tisch äquivalente Darstellungen von Unsicherheiten 
unterschiedlich interpretieren. So stellten z.B. Psycho-
logen fest, dass die meisten Menschen eine Unsicher-
heit bezüglich des Zeitpunktes einer Bedrohung als 
deutlich schlimmer wahrnehmen als die Unsicherheit 
bezüglich des Ausmaßes (Lewandowsky/Ballard/
Pancost et al. 2015). Darüber hinaus nehmen große 
Teile der Öffentlichkeit den Begriff Risiko bedrohlicher 
als den Begriff der Unsicherheit wahr (Corner et al. 
2015). Deshalb sollte die Politik und Wissenschaft im 
Zuge des Klimawandels einen besonderes Augenmerk 
auf die Kommunikation von Unsicherheiten legen.

5.2  Ausblick

Obwohl die Bedeutung des Themas Unsicherheit für 
die Klimafolgenabschätzung schon lange anerkannt 
ist, stellt die praktische Umsetzung Wissenschaftler 
und Entscheidungsträger immer noch vor Heraus-
forderungen. 

Auf der wissenschaftlichen Seite schlägt hier zum 
einen die Komplexität der benutzten Modelle und die 
damit verbundene Komplexität von Sensitivitäts- und 

Abb. 4: Gezeigt sind die relativen Effektrgrößen für die Jahre 1850–1950 (x-Achse) und 1950–2010 (y-Achse) für 
Quercus robur auf einer Simulationsfläche in Franken. Die Parameter sind nach ihrer Zugehörigkeit im Modell in 
die Gruppen Bioklimatische Limits (dunkelbraun), Konkurrenz und Demographie (hellbraun), Photosynthese (hell-
grün) und Umweltanpassung Parameter (dunkelgrün) zugeordnet. In beiden Perioden ist die Stieleiche auf unserer 
Simulationsfläche besonders sensitiv auf Parameter der Konkurrenz und Demographie. Durch die veränderten 
Umweltbedingungen in der Periode von 1950–2010 verteilt sich die Sensitivität jedoch auf mehrere Parameter.
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Abstract: Model uncertainties in climate impact projections – a primer

To estimate the consequences of climate change, climate researchers regularly generate model predic-
tions based on an emission scenario, so-called climate impact projections. Such model projections are 
subject to uncertainties resulting from the uncertainties of the individual model components (e.g. drivers, 
parameters or structure). The quantification of these uncertainties is essential for the interpretation of the 
projections by research, decision makers and the public. This article provides an introduction to calculating 
model uncertainties in the context of climate impact projections. We first discuss the reasons for and types 
of model uncertainties, and then explain how to quantify them (=uncertainty analysis) and how to reduce 
them by reconciliation comparison with observational data (=model inversion). We illustrate the discussed 
concepts with a case study, in which we perform an uncertainty analysis of the terrestrial ecosystem model 
LPJ-GUESS for a site in Franconia.
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